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Resumo

Este trabalho investiga métodos para previsão do valor atual da série de transações futuras de clientes, com base na série histórica das transações. Diferentes estratégias de previsão são comparadas, explorando dados de clientes de uma rede de supermercados. Neste setor, a ausência de um vínculo contratual com os clientes torna especialmente relevante a determinação de quais clientes permanecem ativos. Para esse fim, resultados obtidos com o modelo de parâmetro discreto proposto por Fader, Hardie e Berger (2004) foram comparados com alternativas elaboradas com base nos trabalhos de Reinartz e Kumar (2000, 2002 e 2003) e Wübben e Von Vangenheim (2006).
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1. Introdução

Este trabalho visa a produzir predições de valor a ser ganho de cada cliente ao longo do seu tempo de relacionamento (customer lifetime value - CLV). Estas predições são usadas para identificar grupos de melhores clientes. Os dados analisados pertencem a uma rede de varejo supermercadista, o que permitiu estudar especialmente as dificuldades associadas à ausência de vínculos contratuais com os clientes.

Nos bancos de dados de empresas é possível encontrar informações de grande valia para entender o comportamento de clientes em aspectos tais como: freqüência, recência, tempo médio entre compras, ticket médio, cesta de produtos, etc. É natural querer utilizá-las para previsão do comportamento futuro destes clientes. Hoje em dia, a metodologia mais utilizada pelas empresas para a classificação de seus clientes é baseada na combinação das variáveis de RFV (Recência, Freqüência e Valor – em inglês RFM). O surgimento de diversas maneiras de compor e ponderar estas variáveis torna esta combinação um tema constante de divergência entre pesquisadores da área. 

Visando a evitar essas composições arbitrárias foi elaborado o modelo Pareto/NBD (SCHMITTLEIN, MORRISON & COLOMBO - 1987) para previsão da freqüência de compras futura. O modelo descreve o comportamento de compras repetidas de consumidores onde o desligamento da empresa é não-observado. Mais especificamente, o desligamento é modelado utilizando o modelo de tempo de Pareto (exponencial–gamma mixture) e o comportamento de compras repetidas pelo cliente enquanto ativo utiliza o modelo NBD (Poisson-gamma mixture) de contagem. Segundo Fader, Hardie & Lee (2005a), o modelo Pareto/NBD é poderoso para análise de bases de clientes, porém sua aplicação empírica pode se tornar um grande desafio devido à dificuldade de estimação de seus parâmetros. Devido a estes empecilhos, poucos pesquisadores utilizaram o modelo desde a publicação do artigo de 1987. Os que o fizeram, como Schmittlein & Peterson (1994) e Reinartz & Kumar (2000), tiveram seus trabalhos vastamente citados.

Em 2004, foi desenvolvido por Fader, Hardie e Berger o modelo BG/BB (beta-geométrico / beta-binomial), no qual podemos considerar o tempo como uma variável discreta. Este modelo será utilizado aqui. A contribuição deste trabalho será no sentido de gerar evidência quanto à capacidade de a aproximação com tempo discreto apresentar resultados comparáveis aos das metodologias de parâmetro contínuo aplicadas com a mesma finalidade. O modelo BG/BB possui um custo de implementação muito inferior ao de seus análogos de caso contínuo, sobretudo o Pareto/NBD.

Na Seção seguinte é apresentado o problema e são descritas as variáveis envolvidas. Na Seção 3, desenvolve-se o modelo. Na Seção 4, apresenta-se a metodologia empregada para o cálculo do CLV. Na Seção 5, é feita a aplicação a dados reais. 

2. Valor do Tempo de Relacionamento do Cliente

O cálculo do CLV pode ser extremamente importante para segmentação de marketing e definição de alocação de recursos para aquisição, retenção e cross-selling. Nos últimos anos o CLV tem ganhado importância como uma valiosa métrica de marketing, tanto no meio acadêmico como no dia a dia de empresas. Segundo Gupta & Lehmann (2003, 2006), existem três fatores principais que explicam o crescente interesse por esta métrica. Em primeiro lugar, existe uma constante pressão nas empresas de tornar o marketing contábil. Medidas tradicionais como percepção da marca ou mesmo volume de vendas e participação de mercado (market share) não são suficientes para justificar de forma precisa os investimentos realizados em marketing.

Em segundo lugar, informações financeiras, como preço de ações e lucro consolidado ou métricas usualmente derivadas de balanços contábeis, ainda não resolvem o problema. Mesmo sendo extremamente úteis, possuem uma capacidade limitada de diagnóstico. Recentes estudos têm enfatizado que nem todos os consumidores são igualmente lucrativos para uma empresa. É melhor, em alguns casos, perdê-los e, em outros, trabalhá-los de maneira diferenciada. Estes diagnósticos não podem ser feitos com o uso de métricas consolidadas de acompanhamento de clientes. Em contraste, o CLV é uma métrica individual, que pode ser usada para identificar os clientes mais lucrativos, orientando a alocação de recursos com objetivo de retê-los e rentabilizá-los ainda mais. Ao mesmo tempo, o CLV de clientes atuais e futuros é uma ótima proxy para o cálculo do valor total de uma empresa.

Terceiro, o avanço da tecnologia de informação fez com que fosse possível que as empresas coletassem uma quantidade enorme de informações acerca do relacionamento de seus clientes com elas. Isto tornou possível a obtenção de medidas para toda a base de clientes disponível. Ao mesmo tempo, o avanço na modelagem de dados possibilita nos dias de hoje que analistas de database marketing sejam capazes de transformar os milhões de registros contidos nos bancos de dados em informações pertinentes para tomada de decisão nas empresas. A tecnologia tornou possível alavancar o relacionamento com clientes para uma nova esfera, com programas de marketing customizados a nível individual. 

3. O Modelo BG/BB

Os modelos de análise da base de clientes (customer-base analysis) procuram predizer os padrões futuros de compras dos clientes com base no seu histórico de informação transacional, identificando quais clientes possuem a maior probabilidade de estarem ativos ou inativos em um determinado instante de tempo.

O modelo BG/BB, desenvolvido por Fader, Hardie & Berger (2004), tem como objetivo ser uma alternativa ao modelo Pareto/NBD em situações onde o tempo de ocorrência de compras pode ser tratado como uma variável discreta. Esta simplificação tem como intuito dar maior robustez à análise. De fato, isto torna o modelo BG/BB menos suscetível ao efeito de outliers que seus similares que trabalham com tempo contínuo.

Para aplicação do modelo BG/BB, são necessárias apenas 3 informações de cada um dos clientes: a quantidade de meses em que o cliente efetuou compras (x), o último mês em que ele comprou (n) e o total de meses onde ele poderia ter efetuado compras (m).

Obtêm-se com a aplicação desta técnica 3 medidas de grande importância para o uso gerencial: a probabilidade de o cliente estar ativo em um determinado instante de tempo, a quantidade esperada de meses em que ele estará ativo em um determinado horizonte e o número descontado esperado de transações que ele terá até o final de seu relacionamento com a empresa (discounted expected transations – DET), ou seja, o tempo de relacionamento residual do cliente descontado segundo uma taxa d de desvalorização do capital. O DET multiplicado pelo valor esperado da margem mensal gerará uma estimativa para o valor do tempo de vida do cliente (CLV).

O modelo BG/BB se baseia em cinco premissas: (i) Enquanto ativo, o consumidor compra em uma dada oportunidade com probabilidade p; (ii) A heterogeneidade em p através dos clientes segue uma distribuição beta; (iii) Um consumidor ativo se torna inativo no início da próxima oportunidade de compra com probabilidade q, de modo que o tempo de vida (não-observado) é distribuído através das oportunidades de compra de acordo com uma distribuição geométrica (modificada); (iv) A heterogeneidade de q segue uma distribuição Beta; (v) A probabilidade de transação p e a probabilidade de desligamento q variam  independentemente ao longo dos consumidores.

As premissas (i) e (ii) são associadas à distribuição beta-binomial. De forma similar, as premissas (iii) e (iv) são relativas à distribuição beta-geométrica. Desta maneira, este modelo de comportamento do consumidor é denominado como beta-geométrico/beta-binomial (BG/BB).

O maior interesse na utilização do modelo BG/BB está no cálculo do CLV do cliente. Muitos métodos de cálculo de CLV assumem um fluxo de caixa constante do consumidor através do tempo (BERGER & NASR, 1998, BERGER, WEINBERG & HANNA, 2003). Pelo modelo BG/BB, é possível levar em consideração a flutuação nas futuras transações (descontadas para valor presente). 

Podemos, também avaliar o valor de um indivíduo escolhido aleatoriamente sem condicionarmos a um padrão individual do histórico de relacionamento (x, m, n). Disto pode-se derivar um valor para o cliente ainda não adquirido pela empresa. Basta, para tanto, multiplicar a estimativa para o CLV não condicionado pela probabilidade de aquisição. Este valor poderá ser usado como um limite superior para o gasto máximo que poderá ser feito na aquisição de novo consumidor.

4. Cálculo do CLV

No modelo estocástico proposto, assume-se a independência entre a distribuição do valor monetário médio a ser gasto e o processo que rege os contatos de compra do cliente com a empresa. As análises têm mostrado que se trata de uma hipótese válida. A sugestão é que a margem esperada por mês de transação (margem percentual x  receita) possa ser multiplicada pelo valor descontado esperado de transações futuras  (DET)  gerando uma estimativa de CLV residual para cada cliente. A equação básica é, portanto:

CLV = Margem média mensal x DET

O valor de DET é oriundo da aplicação do modelo BG/BB. Já o valor esperado de margem média mensal pode ser estimado com base nas informações históricas de receita disponíveis de cada cliente. Este valor nem sempre é encontrado com facilidade nos bancos de dados das empresas. Quando esta dificuldade ocorre, sugere-se trabalhar com um percentual médio fixo para todos os clientes analisados ou para grupo de clientes.

No presente estudo, o cálculo da receita média de cada consumidor foi realizado levando em conta apenas os meses nos quais há pelo menos uma compra. Deste modo, se um cliente realizou compras em 5 meses do ano, a receita média foi calculada somando-se os valores de receita total do período e dividindo-se por 5. 

Fader, Hardie e Lee (2005b) sustentam que a média aritmética é um estimador viesado para o valor monetário esperado a ser gasto por clientes, sugerindo que este parâmetro seja estimado mediante prévio ajustamento de um modelo gama-gama (COLOMBO & JIANG, 1999). A hipótese deste modelo é que, para cada cliente determinado,  o valor gasto a cada mês tem uma distribuição gama e que os parâmetros dessa distribuição têm, por seu turno, também uma distribuição gama. 

Disto resulta que se pode estimar o gasto médio mensal de cada cliente por meio de uma média ponderada dos valores médios individuais observados com a média populacional. Os pesos atribuídos a cada uma dessas duas médias variam de acordo com a quantidade de informação disponível de cada indivíduo. Clientes com muita informação receberão peso maior para a média aritmética individual, enquanto aqueles com  pouca informação transacional receberão um peso maior na medida populacional. Para tornar mais realista este modelo, podemos assumir diferentes distribuições para os parâmetros em diferentes classes de dispêndio.

5. Análise dos Dados

Foram utilizadas para este estudo de caso as informações relativas a um grupo de 5025 clientes de uma grande rede supermercadista brasileira. Este grupo possui como característica incomum o fato de ter iniciado seu relacionamento com a empresa (cartão de fidelidade) no mesmo mês, ou seja, são pertencentes à mesma coorte de entrada. A identificação das informações transacionais foi feita com base na apresentação do cartão pelo cliente nos momentos de compra. Foram utilizados os dados de relacionamento dos 24 meses posteriores à entrada. 

Para a aplicação do modelo BG/BB, foram utilizados os 12 primeiros meses para estimação dos parâmetros e previsão. Já os seguintes, serviram para verificação dos resultados. Os resultados foram analisados em 2 níveis de agregação diferentes. O primeiro compara os resultados consolidados de toda a coorte analisada. Já o segundo verifica o ajuste a nível individual.

Através do Gráfico 1, é possível verificar a qualidade do ajuste do modelo ao resultado consolidado da coorte. Verifica-se que os valores da distribuição real do período 2 estão mais próximos aos apresentados pelo modelo BG/BB do que aos correspondentes às médias do período anterior.
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Figura 1 – Previsão da freqüência acumulada

	Meses com compras

 (Período1) 
	Real (Período2)
	Esperado (BG/BB)
	Média Anterior
	Erro% (BG/BB)
	Erro% (Anterior)

	0
	483
	69
	0
	-85,8%
	-100,0%

	1
	671
	394
	407
	-41,3%
	-39,3%

	2
	822
	492
	658
	-40,1%
	-20,0%

	3
	869
	697
	936
	-19,8%
	7,7%

	4
	1.161
	892
	1.220
	-23,2%
	5,1%

	5
	1.431
	1.140
	1.565
	-20,3%
	9,4%

	6
	1.567
	1.356
	1.848
	-13,4%
	17,9%

	7
	1.765
	1.663
	2.198
	-5,8%
	24,5%

	8
	1.934
	1.827
	2.440
	-5,5%
	26,2%

	9
	2.392
	2.375
	2.997
	-0,7%
	25,3%

	10
	3.044
	3.074
	3.790
	1,0%
	24,5%

	11
	4.426
	4.454
	5.302
	0,6%
	19,8%

	12
	11.209
	11.039
	12.744
	-1,5%
	13,7%

	Total
	31.774
	29.472
	36.105
	-7,2%
	13,6%


Tabela 1 – Previsão de freqüência acumulada

O erro absoluto encontrado quando se emprega o modelo para previsão da quantidade consolidada de meses com compras da coorte no período 2 é menor que o da previsão pela média anterior, 7,2% contra 13,6%. Contudo, verificamos que, assim como tem sido informado na literatura sobre os modelos do caso contínuo (REINARTZ & KUMAR, 2000, SCHMITTLEIN & PETERSON, 1994), o volume total é subestimado. Observa-se, também, que, quanto maior é o valor de x, volume de meses com compras no período 1, menores são os erros percentuais  encontrados pelo modelo em relação à distribuição real do período 2.  Deste modo, quanto mais informações de compra possuímos do cliente, maior é a precisão gerada pela previsão do modelo BG/BB.

Pela análise a nível individual (Tabela 2), verifica-se que a média, tanto quanto a mediana da distribuição da quantidade de meses com compras gerada pelo modelo BG/BB é mais próxima da encontrada na distribuição real do período 2. Em relação ao erro individual de previsão, verifica-se, na Tabela 3, que o modelo BG/BB, mais uma vez, apresenta melhor resultado. 

Podemos, assim, concluir pela superioridade do modelo BG/BB. O ganho no ajuste deve ser atribuído ao uso conjunto das informações comportamentais de meses entre compras e de recência.

	Estatística
	Real (Período2)
	Esperado (BG/BB)
	Média Anterior

	Mediana
	6,0
	6,4
	8,0

	Média
	6,3
	5,9
	7,2


Tabela 2 – Distribuições da quantidade de meses de compras

	Estatística
	Esperado (BG/BB)
	Média Anterior

	Erro Quadrático Médio
	9,8
	12,6

	Erro Quadrático Mediano
	2,6
	4,0

	Erro Absoluto Médio
	2,4
	2,6

	Erro Absoluto Mediano
	1,6
	2,0


Tabela 3 – Erros de Previsão

Quanto à determinação de quais clientes estão ativos no segundo período, foi comparado o resultado do modelo BG/BB com o da modelagem histórica de evento, sugerida por Reinartz & Kumar (2002, 2003), e uma heurística baseada em Wübben & Von Wangenheim (2006) que considera como inativos os clientes com mais de 2 meses desde a última compra. Para esta comparação, foram usadas apenas as estimativas da probabilidade de ativo no mês 12, já que a modelagem histórica resulta em fortes decaimentos à medida que a quantidade de meses sem informação aumenta. Experimentamos, também, modificar o modelo de Reinartz e Kumar (2002 e 2003) de modo a reduzir o decaimento, estimando a probabilidade de ativo por 

P(Ativo) = (ln(m)/ln(n))x
onde, como acima, m é o tempo desde que o consumidor foi incorporado pela empresa até sua última compra, n é o tempo total desde que o cliente se cadastrou até a data mais atual do banco de dados e x é a quantidade de meses em que o cliente comprou. 

Para fins de comparação, foram considerados realmente ativos no período 2 os clientes que apresentaram pelos menos uma compra do mês 13 ao mês 24. Consideram-se ativos, pelos modelos, os clientes para os quais for obtida uma probabilidade maior ou superior a 0,5. Caso contrário são considerados inativos. 

	Situação do cliente no período 2
	BG/BB
	Modelagem histórica
	Modelagem histórica modificada
	Heurística 1

	Inativo
	50,5%
	76,6%
	62,2%
	80,4%

	Ativo
	88,6%
	73,4%
	84,8%
	76,5%

	Total
	82,8%
	73,9%
	81,4%
	77,1%


Tabela 4 – Percentual de acerto

Constata-se, na Tabela 4, que o percentual de acerto no grupo de clientes inativos durante todo o segundo ano é superior no modelo proposto por Reinartz & Kumar (2000) e pela heurística 1 (WÜBBEN & VON WANGENHEIM, 2006), Mas, o percentual de acerto no total da coorte é maior no modelo BG/BB, seguido pela modelagem histórica modificada. Como o pior erro que pode ser cometido é considerar o cliente inativo quando ele é ativo, pode-se considerar o desempenho do modelo BG/BB superior. Contudo, é importante ressaltar o baixo nível de acerto deste modelo na identificação de inativos. 

Examinando a Tabela 5 (para a construção da qual a taxa de desconto mensal utilizada para o cálculo do DET foi de 1% ao mês), verifica-se que diferentes combinações de recência e freqüência geram valores de DET distintos. O menor valor de DET encontrado foi gerado pela combinação recência igual a cinco e número de meses com compras também igual a cinco, ou seja, clientes que, no início do período 2, não vinham fazendo compras havia cinco meses e que compraram em cinco dos oito meses posteriores ao mês de cadastro. O DET do cliente que não comprou nos 12 meses posteriores ao cadastro, contudo, é maior.  Este fenômeno reflete a ausência de informação acerca do comportamento de compras deste cliente, ao qual a metodologia de cálculo adotada associa uma probabilidade de estar ativo superior a de outros com maior histórico de compras.

	Meses com compras (Período 1)
	Recência (último mês de compras no Período 1)

	
	0
	1
	2
	3
	4
	5
	6
	7
	8
	9
	10
	11
	12

	0
	1,3
	0,0
	0,0
	0,0
	0,0
	0,0
	0,0
	0,0
	0,0
	0,0
	0,0
	0,0
	0,0

	1
	0,0
	0,8
	2,1
	3,0
	3,7
	4,2
	4,5
	4,8
	5,1
	5,2
	5,4
	5,5
	5,6

	2
	0,0
	0,0
	0,4
	1,7
	3,3
	4,7
	5,8
	6,6
	7,2
	7,6
	8,0
	8,2
	8,4

	3
	0,0
	0,0
	0,0
	0,2
	1,4
	3,5
	5,8
	7,7
	9,0
	9,9
	10,5
	10,8
	11,1

	4
	0,0
	0,0
	0,0
	0,0
	0,2
	1,3
	4,0
	7,3
	10,0
	11,8
	12,8
	13,5
	13,8

	5
	0,0
	0,0
	0,0
	0,0
	0,0
	0,2
	1,5
	5,1
	9,7
	13,1
	15,1
	16,1
	16,6

	6
	0,0
	0,0
	0,0
	0,0
	0,0
	0,0
	0,2
	2,1
	7,4
	13,5
	17,0
	18,6
	19,3

	7
	0,0
	0,0
	0,0
	0,0
	0,0
	0,0
	0,0
	0,3
	3,6
	11,9
	18,4
	21,1
	22,0

	8
	0,0
	0,0
	0,0
	0,0
	0,0
	0,0
	0,0
	0,0
	0,6
	7,5
	18,6
	23,4
	24,8

	9
	0,0
	0,0
	0,0
	0,0
	0,0
	0,0
	0,0
	0,0
	0,0
	1,8
	16,0
	25,4
	27,5

	10
	0,0
	0,0
	0,0
	0,0
	0,0
	0,0
	0,0
	0,0
	0,0
	0,0
	7,1
	26,6
	30,2

	11
	0,0
	0,0
	0,0
	0,0
	0,0
	0,0
	0,0
	0,0
	0,0
	0,0
	0,0
	23,6
	33,0

	12
	0,0
	0,0
	0,0
	0,0
	0,0
	0,0
	0,0
	0,0
	0,0
	0,0
	0,0
	0,0
	35,7


Tabela 5 – DET: Modelo BG/BB

Finalmente, multiplicando a estimativa para o valor médio mensal de compras pelo DET, obtemos as predições para o  valor do tempo de vida dos clientes da coorte analisada. Estas predições são apresentadas na Tabela 6. Como não dispomos de informação por cliente sobre a margem auferida, multiplicamos a receita média mensal de cada um por um percentual fixo, arbitrado em 15%.

A análise da Tabela 6 permite perceber que a distribuição de CLV gerada apresenta forte assimetria positiva. Verifica-se, por exemplo, que 10% dos clientes representam mais de 50% do valor total da coorte e os 30% de maior contribuição respondem por mais de 80% do total. Esse resultado nos revela a dimensão da importância dos maiores clientes para o faturamento da  empresa. 

	Faixa de  CLV (R$)
	Clientes
	%
	CLV Total (R$)
	%

	De
	Até
	
	
	
	

	Mínimo
	4,0
	502
	10,0%
	557
	0,0%

	4,0
	19,4
	502
	10,0%
	5.318
	0,2%

	19,4
	47,8
	502
	10,0%
	16.764
	0,7%

	47,8
	93,0
	502
	10,0%
	34.420
	1,5%

	93,0
	163,0
	503
	10,0%
	63.031
	2,7%

	163,0
	266,1
	503
	10,0%
	105.987
	4,5%

	266,1
	434,1
	504
	10,0%
	174.310
	7,4%

	434,1
	696,8
	502
	10,0%
	279.758
	11,9%

	696,8
	1245,4
	502
	10,0%
	466.257
	19,8%

	1245,4
	Máximo
	503
	10,0%
	1.208.962
	51,3%

	Total
	5.025
	100,0%
	2.355.364
	100,0%


 Tabela 6 – CLV da coorte

Com base nesta métrica é possível definir, de uma forma precisa, a receita que poderá ser gasta com cada cliente em ações de marketing de relacionamento. Não se deve gastar com um cliente mais do que a soma do valor de suas futuras compras. Empresas que possuem este tipo de informação podem obter grande vantagem.

6. Conclusão

Os resultados encontrados no ajuste dos modelos empregados foram satisfatórios quanto à capacidade preditiva de meses com compras no segundo período de 12 meses. Espera-se que estes resultados contribuam para estimular o uso destes modelos como ferramentas para o cálculo do valor do tempo de vida de clientes, como alternativa aos modelos que utilizam o tempo como variável contínua, especialmente no caso de dados oriundos de empresas onde não exista vínculo contratual. Contudo, ainda é pertinente o aprofundamento da comparação das duas abordagens, a fim, especialmente, de se avaliar a real diferença em relação à acurácia na predição do DET. 

Verificou-se, assim como constatado por Fader, Hardie & Lee (2005b) na aplicação do modelo Pareto/NBD, a existência de um relacionamento não linear entre as variáveis de recência e freqüência. Como se deve esperar de um modelo estatístico, o BG/BB melhora seu desempenho de acordo com o aumento da informação disponível. Quanto maior for o relacionamento do cliente com a empresa, melhor será a capacidade preditiva do modelo. Foi possível perceber, também, que diferentes valores de recência e freqüência podem gerar estimativas de DET muito próximas.

Finalmente, cabe destacar que a metodologia empregada permitiu obter predições para o valor do tempo de vida residual de cada cliente com uma razoável fundamentação teórica e que se revelaram capazes de fundamentar predições agregadas para o CLV que se ajustaram satisfatoriamente aos dados. Ainda não temos como medir objetivamente o erro nas estimativas produzidas. Para isso, seria necessário dispor de informações sobre um período mais longo de tempo. Contudo, os resultados nas predições realizadas foram considerados compatíveis com as expectativas dos especialistas no mercado da empresa e conduziram a resultados finais que fazem confiar na utilidade da abordagem desenvolvida.
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